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基于负荷场景聚类与场景感知

Transformer 的公共建筑电力负荷预测方法

吝庆磊 徐茂龙 张宇轩 类 鹏

（滨州职业技术大学 滨州 256603）

【摘 要】 针对公共建筑短期电力负荷预测中存在的场景异质性强、多源特征耦合复杂以及长短时依赖并存

等问题，提出了一种基于负荷场景聚类与场景感知 Transformer的短期负荷预测方法。首先，利用

负荷场景聚类模块对历史负荷样本进行表示学习与软聚类，将公共建筑典型运行状态划分为低负

荷型、平稳负荷型和高负荷型三类场景；其次，引入场景门控特征构建机制，将场景概率信息融

入历史负荷、时间日历及气象等多源特征的动态加权过程中，形成场景自适应特征表示；最后，

构建改进 Transformer预测模型，通过序列分解、Patch编码、场景 token注入以及局部-全局双分

支注意力协同建模，实现公共建筑电力负荷超前 24步预测。以河北省某大型商业综合体电力负荷

数据为例进行实验验证，并与 SVR、LSTM和 Transformer模型进行对比。以 Transformer为参照，

在 3组超前 24步预测任务中，RMSE、MAE和MAPE平均分别降低约 13.65%、12.63%和 12.32%。

其中，低负荷型场景下 RMSE下降约 14.46%，平稳负荷型场景下MAPE下降约 12.98%。研究表

明，所提方法在制冷季低负荷型、平稳负荷型和高负荷型三类场景的预测任务中均取得了最优结

果。
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AMethod for Predicting Electricity Load in
Public Buildings Based on Load Scenario Clustering and a Scenario-Aware Transformer

Lin Qinglei Xu Maolong Zhang Yuxuan Lei Peng
( Binzhou Polytechnic University, Binzhou, 256603 )

【Abstract】 To address issues in short-term electricity load forecasting for public buildings-such as strong scenario heterogeneity,

complex coupling of multi-source characteristics, and the coexistence of short- and long-term dependencies-this paper proposes a

short-term load forecasting method based on load scenario clustering and a scenario-aware Transformer. First, a load scenario

clustering module is used to perform representation learning and soft clustering on historical load samples, classifying typical

operating states of public buildings into three scenarios: low-load, steady-load, and high-load. Second, a scenario-gated feature

construction mechanism is introduced to incorporate scenario probability information into the dynamic weighting process of

multi-source features-including historical load data, time calendars, and meteorological data-thereby forming an adaptive scenario

feature representation; Finally, an improved Transformer forecasting model is constructed. Through sequence decomposition, patch

encoding, scenario token injection, and collaborative modeling using local-global dual-branch attention, the model achieves

24-step-ahead forecasting of electricity load for public buildings. Experimental validation was conducted using electricity load data

作者（通讯作者）简介：吝庆磊（1997.06-），男，硕士研究生，E-mail：lin13256263924@163.com
收稿日期：2026-06-01

第 40卷第 5期
2026年 10月

制冷与空调

Refrigeration and Air Conditioning
Vol.40 No.5

Oct.2026.673～685



·674· 制冷与空调 2026年

from a large commercial complex in Hebei Province, and the model was compared with SVR, LSTM, and Transformer models.

Using the Transformer as a reference, in three sets of 24-step-ahead prediction tasks, the average RMSE, MAE, and MAPE were

reduced by approximately 13.65%, 12.63%, and 12.32%, respectively. Specifically, the RMSE decreased by about 14.46% in

low-load scenarios, and the MAPE decreased by about 12.98% in steady-load scenarios. The study demonstrates that the proposed

method achieved the best results in prediction tasks across all three types of scenarios-low-load, steady-load, and high-load-during

the cooling season.

【Keywords】 Public buildings; Short-term load forecasting; Load scenario clustering; Modified Transformer; Scenario adaptation

0 引言

在“双碳”目标持续推进和新型电力系统加快

建设的背景下，建筑领域节能降碳与柔性用能调控

的重要性日益突出。公共建筑作为城镇建筑的重要

组成部分，具有体量大、设备系统复杂、运行时段

集中、用能类型多样等特点，其负荷变化不仅关系

到建筑自身的节能运行，也直接影响区域电网调

度、综合能源系统优化与需求侧响应实施效果[1,2]。

特别是办公楼、教学楼、商业综合体等公共建筑，

受气象条件、时间日历、人员行为和设备调度策略

共同影响，负荷序列呈现出显著的周期性、随机性、

非线性与场景依赖特征。如何充分挖掘公共建筑短

期负荷演化规律，实现高精度、多步长预测，已成

为建筑能源管理与智慧运行中的关键科学问题。

围绕建筑能耗与负荷预测，国内学者已开展了

大量研究。早期研究多采用回归分析、时间序列模

型及浅层神经网络等方法，对建筑能耗或单类负荷

进行预测，并在工程应用中取得了一定效果[1-4]。

例如，针对大型公共建筑和一般建筑场景，已有研

究分别构建了 GA-BP、PSO-RBF等模型，用于建

筑能耗趋势拟合和短期预测[3,4]。传统回归和时间

序列模型具有结构清晰、参数规模较小和可解释性

较强等特点，适用于样本规模有限、负荷变化相对

平稳且变量关系较为明确的预测任务；BP、RBF
等浅层神经网络则能够在一定程度上拟合输入因

素与建筑负荷之间的非线性关系。然而，这类方法

通常依赖人工特征设计或预设的统计关系，难以充

分刻画多源因素之间的高阶非线性耦合以及较长

时间范围内的负荷依赖关系。随着建筑运行状态和

外部环境变化加剧，其预测精度与跨场景泛化能力

容易受到限制。

随着深度学习方法在时序建模中的快速发展，

基于循环神经网络及其变体的建筑负荷预测模型

逐渐成为研究热点。LSTM、GRU、BiLSTM等模

型通过门控结构提升了对历史信息的记忆能力，已

被应用于公共建筑短期能耗预测、高校建筑电力负

荷预测、楼宇短期电力负荷预测以及空调冷负荷预

测等任务[5-9]。在此基础上，部分研究进一步结合

VMD、DTW、马尔可夫链、注意力机制等手段，

提高模型对非平稳负荷波动和典型用能行为的识

别能力[7-11]。例如，基于 VMD-GRU的大型公共建

筑冷负荷预测模型能够通过分解处理降低序列非

平稳性影响[9]；融合注意力机制与 LSTM的建筑能

耗预测模型可对关键时间步和重要特征进行加权，

增强模型对复杂动态过程的表征能力[10]；考虑人员

行为和空调启停状态的深度学习模型也表明，行为

相关信息对冷负荷预测精度具有显著影响[11]。这说

明公共建筑负荷预测已从单纯的历史序列拟合，逐

步转向多因素耦合、行为感知和机理增强的方向，

但长序列依赖建模与不同时间尺度特征的协同提

取仍有进一步改进空间。

近年来，以 Transformer为代表的注意力机制

模型在长序列预测领域表现出较强优势，也引起了

负荷预测研究的广泛关注。国内相关研究已将

Transformer、Informer、Autoformer 及其改进模型

应用于短期电力负荷、园区多能负荷和建筑用电负

荷预测中 [12-20]。其中，黄飞虎等 [14]提出了改进

Transformer 负荷预测方法，通过特征嵌入增强位

置、趋势和周期信息表达；刘洪笑等[15]将 Informer
用于长序列电力负荷预测，提升了模型在长时间窗

口下的计算效率；唐利涛等[16]基于 Autoformer 进
行负荷预测与分析，进一步挖掘了序列周期特征。

在建筑和园区侧，陈瑞等 [12]利用 CNN-LSTM-
Attention 对数据中心冷负荷进行预测，陈适铭[13]

提出了基于时段敏感权重组合的 LightGBM-LSTM
冷负荷预测方法，而近两年的园区负荷研究则进一
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步将多尺度预测、自注意力机制与物理约束模型引

入冷热电综合负荷场景[18-20]。总体来看，深度学习

与注意力机制的结合有效推动了建筑负荷预测从

单一模型向融合模型、从单时间尺度向多时间尺度

方向发展，但不同模型具有各自的适用条件，尚不

存在能够在所有运行状态下均保持稳定性能的统

一模型。

尽管现有研究已取得较多进展，但对公共建筑

短期负荷预测仍存在若干不足。首先，很多研究默

认全部样本服从同一统计规律，往往直接在全样本

上建立统一预测模型，而对工作日、周末、节假日、

极端天气、人员聚集活动等不同运行场景之间的差

异性关注不足。公共建筑负荷具有明显的场景异质

性，若忽略不同场景下负荷形成机理和波动结构的

差异，模型容易出现均值化拟合现象，导致峰谷时

段和突变时段预测误差增大。其次，现有多源特征

大多采用静态拼接输入，虽然引入了气象、时间和

行为变量，但缺少面向场景的动态特征重构机制，

难以根据不同场景自适应突出关键影响因素。再

次，现有 LSTM类模型在长序列依赖建模方面仍存

在一定局限，而标准 Transformer虽具备全局建模

能力，却可能对局部短时波动和细粒度峰谷变化不

够敏感，尤其在公共建筑短期负荷预测任务中，局

部突变与全局周期依赖往往同时存在[14-17]。此外，

已有聚类研究多将其用于典型曲线划分或样本预

处理，与后续预测模型之间的联动仍不充分，尚未

形成“场景识别-特征增强-预测输出”的一体化建

模框架[21]，因此，有必要在保留 Transformer长程

依赖建模优势的基础上，进一步引入面向局部波动

的注意力机制，并将场景识别结果贯穿特征构建和

时序预测过程。

基于上述分析，本文以公共建筑短期负荷预测

为研究对象，面向负荷序列的场景异质性、多源特

征耦合性以及长短时依赖并存等问题，提出一种融

合负荷场景聚类、场景门控特征构建与改进

Transformer 的预测方法。首先，针对公共建筑历

史负荷序列在不同运行工况下呈现的显著差异，构

建负荷场景聚类机制，对历史窗口样本进行场景表

示学习与场景识别，输出可用于后续建模的场景概

率向量，以保留不同负荷场景之间的连续过渡信

息，避免硬聚类造成的信息损失；其次，设计场景

门控特征构建模块，将场景信息作为条件变量引入

输入特征重构过程，对历史负荷、时间日历及气象

等多源特征进行动态加权，形成场景感知特征表

示，以适应不同运行场景下主导因素的动态变化；

最后，构建改进 Transformer 预测模型，在 Patch
编码基础上引入场景 token，并通过局部—全局双

分支注意力机制同时刻画短时波动特征与长程周

期依赖，实现未来多步负荷序列的高精度预测。由

此形成“场景识别-特征重构-时序预测”的一体化

建模流程，为公共建筑复杂运行场景下的短期电力

负荷预测提供新的技术路径。

1 方法框架

为提高公共建筑短期负荷预测中对复杂运行

场景、突发波动及长周期依赖的刻画能力，本文提

出一种由负荷场景聚类，场景门控特征构建及改进

Transformer 预测模型组成的短期负荷预测框架。

该方法首先对公共建筑历史负荷序列进行场景表

示与聚类，识别不同运行状态下的典型负荷场景；

随后将场景信息引入输入特征构建过程，形成对当

前场景自适应的门控特征表示；最后将场景感知特

征输入改进 Transformer模型，通过序列分解、局

部—全局注意力协同及场景偏置注入实现多步短

期负荷预测。

1.1 总体框架

本文所提方法的整体流程可概括为：

（1）对历史负荷及相关特征进行标准化处理，

并采用滑动窗口方式构造监督学习样本；

（2）通过负荷场景聚类模块提取样本的低维

场景表示，得到当前样本属于各典型场景的概率分

布；

（3）将场景概率与原始输入特征共同送入场

景门控模块，生成场景自适应特征表示；

（4）将门控后的场景感知序列输入改进

Transformer模型，完成多步负荷预测。

从方法逻辑上看，该框架并非直接对所有负荷

样本采用统一预测器，而是先识别“当前样本处于

何种运行场景”，再针对不同场景动态调整输入特

征表达，最后完成场景感知预测。这样能够同时缓

解公共建筑负荷运行模式差异大、时变性强、峰谷

转折明显等问题。



·676· 制冷与空调 2026年

图 1 短期负荷预测方法总体框架图

Fig.1 Overall framework of the proposed short-term load

forecasting method

1.2 负荷场景聚类

公共建筑负荷不仅受用能行为影响，而且与时

段、工作日属性、季节与气象条件密切相关。不同

场景下，负荷曲线在峰值位置、波动幅度与上升/
下降速率等方面存在明显差异。若直接将全部样本

混合建模，模型容易将多种异质模式平均化，进而

降低预测精度。为此，本文首先构建负荷场景聚类

模块，对历史窗口样本进行低维表示与软聚类。

首先，进行场景表示构建，为避免直接在高维

时序空间中进行聚类所导致的距离失真问题，本文

先利用编码器对输入窗口 Xt进行低维表示学习。

设编码器为 ( ) ，则样本的场景嵌入表示为：

( ) m
t tz X  （1）

式中：m为嵌入维数，且通常有 m≪L×d。
编码器可由一维卷积与双向循环单元组成：一

维卷积用于提取局部变化模式，双向时序单元用于

捕捉窗口内前后时刻的关联信息。其形式可写为：
(1) Conv1D( )t tH X （2）
(2) (1)BiGRU( )t tH H （3）

(2)Pool( )t tz H （4）

式中：Pool(·)为池化操作，用于将时序特征压

缩为固定长度的场景表示向量。

上述设计的主要原因在于：公共建筑负荷场景

既表现为局部峰谷转折，又表现为跨时段的整体用

能模式，仅依赖原始欧氏距离或单一时间对齐距离

难以同时刻画这两类特征，而先学习嵌入表示再聚

类能够提高场景识别的稳定性。

其次，进行软聚类建模考虑到不同场景之间并

非绝对分离，尤其在工作日与过渡日、普通时段与

局部高峰时段之间常存在模糊边界，因此本文采用

软聚类方式而非硬划分方式。设场景类别数为 K，
则样本 Xt属于第 k类场景的概率定义为：

,

1

( ,Σ ) , 1,2, ,
( ,Σ )

k t k k
t k K

j t j jj

zq k K
z

 

 


  


∣

∣





（5）
式中：πk为第 k类场景的先验权重；μk与Σk分

别为该场景的均值向量与协方差矩阵； ( ) 为高

斯分布。

于是，样本的场景概率向量为：

,1 ,2 ,[ , , , ] K
t t t t Kq q q q   （6）

对应的场景标签可表示为：

,argmaxt t kk
c q （7）

与传统“样本仅属于某一类”的硬聚类方式相

比，式（6）输出的软场景概率向量能够保留场景

过渡信息，更适合后续门控特征构建与场景感知预

测模型的连续建模。

最后，确定聚类数。聚类数 K对场景划分结果

有直接影响。若 K过小，不同场景可能被混合；若

K过大，则会出现样本过度细分、类别泛化能力不

足的问题。本文采用轮廓系数确定最优聚类数。

1

1 ( ) ( )SC
max{ ( ), ( )}

N

i

b i a i
N a i b i


  （8）

式中：a(i)为样本 i与同簇样本的平均距离；

b(i)为样本 i与最近邻簇样本的平均距离；N为样本

总数。取轮廓系数最大的 K作为最优场景数。

从机理上看，负荷场景聚类的作用在于将原本

高度混合的样本空间划分为若干具有相似用能行

为和负荷演化规律的子空间，从而为后续模型提供

更明确的上下文条件。这样可以避免统一预测模型

因样本异质性过强而产生的参数冲突问题。
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图 2 负荷场景聚类流程图

Fig.2 Load scenario clustering flowchart

1.3 场景门控特征构建

在公共建筑短期负荷预测中，输入特征通常包

括历史负荷、时间特征、日历特征及气象特征等。

然而，不同场景下各类特征的重要性并不相同。例

如，在规律运行场景下，历史负荷与时段信息对未

来负荷的解释作用更强；在节假日或异常波动场景

下，日历属性与外部扰动因素的重要性会明显上

升。因此，若所有样本都采用固定的特征组合权重，

则难以体现特征贡献随场景变化的动态差异。

基于此，本文引入场景门控机制，将负荷场景

聚类输出的概率向量 qt融入特征构建过程，实现对

输入特征的场景自适应加权。

首先，输入特征组成，设时刻τ的原始输入特

征向量为：
( ) ( ) ( ) ( )[ , , , ]l t c wf f f f f     （9）

式中： ( )lf 为历史负荷相关特征； ( )tf 为时间

特征； ( )cf 为日历特征； ( )wf 为气象特征。进一

步可具体写为：

1[ , , , hour ,dow ,month ,holiday , temp ,hum ]f y y         
[ , , ,hour ,dow ,month ,holiday , temp ,hum ]         （10）

式中：hour为小时；dow为星期信息；holiday
为节假日标识；temp和 hum分别为温度和湿度。

对历史窗口内所有时刻的特征按时间顺序拼

接，可得到特征矩阵：

1 2[ , , , ] fL d
t t L t L tF f f f 

      （11）

式中：df为特征维数。

其次，进行场景嵌入映射，为了使场景信息能

够参与特征加权，先将场景概率向量 qt映射为连续

的场景嵌入向量：

t s t se W q b  （12）

式中：Ws与 bs为可学习参数； sd
te  为当

前样本的场景语义表示。

其次，门控权重生成过程为：对于历史窗口中

的任意时刻τ，将原始特征 fτ与场景嵌入 et拼接后送

入门控网络，生成场景条件下的特征权重向量：

  2 1 1 2[ ; ]tg W W f e b b     （13）

式中：[fτ;et]为向量拼接；ϕ (⋅)为非线性激活函

数，本文可取 ReLU、σ(⋅)为 Sigmoid激活函数，因

此有 gτ∈(0,1)df。
式（13）本质上建立了“场景-特征重要性”

之间的映射关系。不同场景下，同一维特征可获得

不同的门控权重，从而体现特征作用的动态变化。

最后进行场景自适应特征表达，利用门控权重

对原始特征进行逐维加权，可得到场景自适应特征

表示：

f g f    （14）

式中：⊙为 Hadamard逐元素乘法。

为防止过度抑制原始信息，本文进一步采用残

差方式构建最终输入表示：

LN( )f f f  
    （15）

式中：LN(⋅)为层归一化操作。于是可得到门

控后的特征矩阵：
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1 2[ , , , ]t t L t L tF f f f   
     （16）

场景门控特征构建模块的作用在于：一方面通

过场景信息增强输入特征的表达能力，使模型能够

在不同运行条件下突出更有效的特征；另一方面通

过残差保留原始特征，避免门控网络对信息的过度

筛除，从而提高模型鲁棒性。

如果从预测任务的本质出发，这一步实际上是

在完成“同一套输入特征，在不同负荷场景下采用

不同解释方式”的建模过程。相比静态特征组合，

这种场景条件下的动态特征重加权更符合公共建

筑负荷变化机理。

1.4 改进 Transformer预测模型

标准 Transformer在长序列依赖建模方面具有

明显优势，但直接用于公共建筑负荷预测仍存在两

方面不足：其一，标准全局自注意力对局部尖峰、

短时突变的敏感性不足；其二，场景信息难以自然

融入注意力计算过程。为此，本文构建一种面向公

共建筑短期负荷预测的改进 Transformer模型，通

过序列分解、局部-全局注意力协同及场景偏置注

入提升模型对复杂负荷模式的刻画能力。

首先，进行序列分解，公共建筑负荷序列通常

包含趋势变化、周期波动与随机扰动。若直接将原

始序列整体输入预测模型，模型需同时学习多种时

序成分，训练难度较大。为降低建模复杂度，本文

首先对负荷序列进行分解。

对时刻τ的趋势项采用长度为 m的移动平均表

示：
1

0

1 m

j
j

T y
m 






  （17）

设周期长度为ρ，则周期项可由历史同周期位

置的平均偏差表示为：

 
1

1 P

p p
p

S y T
P     



  （18）

式中：P为回溯周期数。则残差项定义为：

R y T S      （19）

原始负荷可写为：

y T S R      （20）

式中：Tτ为整体变化趋势；Sτ为日内或周期规

律；Rτ为短时突变与随机扰动。通过对三类成分分

别建模，可提升模型对不同时间尺度特征的识别能

力。

之后，进行 Patch嵌入，对长度为 L的输入序

列直接进行逐点注意力计算，计算开销较大，且不

利于局部模式压缩表示。为此，本文采用 Patch嵌
入方式，将输入序列划分为长度为 p、步长为 s的
若干局部片段。以任一分量分支 B∈{T,S,R}为例，

其第 n个 Patch表示为：

 ( 1) 1:( 1)FlattenB B B
n n s n s p p pP B W b     （21）

式中：
B
pW 和

B
pb 为线性映射参数。经过 Patch

划分后，长度为 L的原始序列被压缩为长度为 N
的 Patch序列，从而降低注意力计算复杂度，并强

化局部片段级模式表征。

之后，进行场景信息注入，为使负荷场景信息

直接参与时序建模，先将场景概率向量 qt映射为场

景标签：

t e t es W q b  （22）

随后将其与 Patch序列拼接，构造模型输入：

1 2[ , , , , ]t NP s P P P  （23）

这种方式使当前负荷场景信息能够作为全局

上下文参与后续注意力交互，从而增强模型对不同

运行状态的适应能力。

公共建筑负荷序列中的峰谷突变、快速上升和

局部波动通常发生在邻近时刻，因此模型需要具备

较强的局部模式感知能力。本文在局部注意力基础

上进一步引入稀疏全局注意力。设从 Patch序列中

选取锚点集合 A，该集合由周期位置 Patch与均匀

采样 Patch组成，则稀疏全局注意力可表示为：

glo scenesoftmax A
A

h

QKH B V
d

 
   

 



（24）

式中：KA与 VA分别表示锚点 Patch 对应的键

和值矩阵，Bscene为场景偏置矩阵。

为体现不同场景下注意力分配方式的差异，本

文将场景偏置定义为：

 scene( , ) tanh q i k j s tB i j u W W W s bP P   

（25）
式中：u、Wq、Wk、Ws和 b为可学习参数。

最后，引入局部-全局信息融合，由于局部注

意力侧重刻画短期动态，全局注意力侧重刻画远程

依赖，因此本文对两类特征进行融合，得到最终编

码结果：
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loc glo[ ]f fH W H H b  （26）

式中：为向量拼接；Wf和 bf为融合层参数。

经多层编码后，对输出特征进行池化，得到全

局表示向量 ht：
Pool( )th H （27）

再经多层感知机输出未来 H步负荷预测值：

MLP( )t̂ tY h （28）

为兼顾整体误差与峰值偏差，本文采用MAE
与MSE的加权组合作为训练目标，具体损失函数

如式（29）所示。

 21 2
1 1

ˆ1 1 ˆ
H H

t h t h t h t h
h h

y y y y
H H

    
 

    ∣ ∣

（29）
式中：λ1与λ2为权重系数，满足λ1+λ2=1。
综上，改进 Transformer模型围绕公共建筑负

荷预测的任务特性进行了针对性增强：通过序列分

解降低多成分耦合难度，通过局部窗口注意力提升

对短时波动的敏感性，通过稀疏全局注意力建模长

周期依赖，并通过场景偏置注入实现“场景信息-

时序建模”的深度融合。

图 3 改进 Transformer结构图

Fig.3 Architecture of the improved Transformer forecasting model

2 实验数据采集及实验设计
2.1 实验数据来源与预处理

为验证所提预测模型的有效性，本文选取河北

省某具有代表性的大型商业综合体作为研究对象，

采集其 6月至 9月期间的电力负荷数据构建实验数

据集。该建筑总建筑面积约为 5.3万m2，属于典型

的大型公共建筑，具体负荷变化情况如图 4所示。

相较于单一功能建筑，商业综合体内部业态较

为丰富，人员流动频繁，设备运行模式复杂，其电

力负荷受营业时间、客流变化、季节因素及节假日

活动等多种因素共同影响，具有较强的波动性和典

型性。

图 4 商业综合体 6-9月电力负荷数据

Fig.4 Electric load data of the commercial complex from June to September

本文所用数据为该建筑 6月至 9月期间连续电 力负荷数据，负荷数据采样间隔为 1h。经数据清
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洗后，共获得 121天有效负荷数据。为提高数据质

量，本文首先对原始负荷数据进行缺失值和异常值

检查，对少量缺失数据采用相邻时段插值方式进行

补全，对明显偏离正常运行规律的异常点结合前后

时段负荷变化进行修正。同时，结合时间标签与气

象信息构建相应的时序样本，并对输入特征进行归

一化处理，以降低不同量纲特征对模型训练的影

响。

为全面刻画负荷变化规律，本文选取前 1日同

时刻负荷、前 3小时平均负荷、当前时刻、工作日

/节假日、季节以及温度等特征作为模型输入。其

中，前 1日同时刻负荷和前 3小时平均负荷用于表

征负荷的历史演化特性，当前时刻用于反映日内周

期性规律，工作日/节假日和季节用于描述日历效

应，温度用于表征外部气象条件对建筑负荷的影

响。

共采集 121 天数据用于典型负荷场景的统计

分析，针对负荷超前 24步预测任务，本文采用滑

动时间窗口方法将原始时间序列转换为监督学习

样本，即以历史负荷及相关影响因素作为模型输

入，以未来 24个时段的负荷作为预测输出。通过

滑动窗口构造后，可在原始小时级负荷序列基础上

形成多个训练样本，从而满足模型训练需求。

本文按照时间顺序对样本集进行划分，避免随

机划分可能造成的未来信息泄露。其中，前 70%样

本用于模型训练与参数学习，并从训练样本中进一

步划分验证集，用于模型参数选择和早停判断；后

30%样本作为测试集，用于评价模型的预测性能。

考虑到深度学习模型在样本量有限条件下可能存

在过拟合风险，本文在模型训练过程中引入

Dropout、L2正则化和早停机制，以验证集损失作

为监测指标。当验证集损失在连续若干轮训练中未

明显改善时，提前终止训练，并保留验证集性能最

优时对应的模型参数，从而提高模型的泛化能力和

预测稳定性。

2.2 实验设置与对比模型

为了验证所提模型在公共建筑短期电力负荷

预测中的适用性和优越性，本文在相同实验条件下

开展多组对比实验。各模型均使用相同的训练集与

测试集进行训练和验证，并保持一致的样本输入形

式、预测步长及评价指标。在实验过程中，为避免

不同训练条件对模型性能造成干扰，本文对各模型

采用统一的数据预处理方法及训练流程。

本文选取传统机器学习模型与典型深度学习

模 型 作 为 对 比 模 型 ， 包 括 SVR、 LSTM 和

Transformer。SVR能够实现较好的非线性映射，是

负荷预测中常用的传统模型；LSTM在处理时间序

列问题方面具有较强优势；Transformer 则能够从

全局角度挖掘序列特征。

2.3 评价指标

为全面评价所提模型在公共建筑短期电力负

荷预测中的性能，本文选取均方根误差（Root Mean
Square Error，RMSE）、平均绝对误差（Mean
Absolute Error，MAE）和平均绝对百分比误差

（Mean Absolute Percentage Error，MAPE）作为模

型评价指标。上述指标分别从误差大小、误差平均

水平以及相对误差角度对预测结果进行衡量，能够

较为全面地反映模型的预测精度和泛化能力，其计

算公式如式（30）-（32）所示：

2

2

12

1
( )

n

ii
i

y
n

RMSE y


  （30）
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
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100%

n
ii

i i

y

n y

yMAPE



  （32）

式中： y为真实负荷值；  iy 为预测负荷值；n
为样本数量。

3 结果与讨论
3.1 负荷场景聚类结果分析

图 5 典型负荷场景样本占比

Fig.5 Sample proportions of typical load scenarios

为识别公共建筑日负荷运行特征，本文基于典
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型日负荷数据开展聚类分析，并将样本划分为低负

荷型、平稳负荷型和高负荷型三类。由图 5可知，

在 121 天样本中，高负荷型样本占比最高，为 52
天，约 43%；平稳负荷型占比为 46天，约 38%；

低负荷型占比最小为 23天，约 19.0%。整体来看，

高负荷型和平稳负荷型合计占比达到 81%，说明研

究对象在大多数时间内处于中高负荷运行状态，低

负荷运行日相对较少。这表明负荷场景具有较明显

的层次性特征，聚类结果能够较好地反映不同运行

强度下的典型负荷状态。

由图 6可进一步看出，不同负荷场景在平均负

荷、峰值负荷、谷值负荷、峰谷差以及标准差等指

标上存在明显差异。低负荷型场景的平均负荷为

1801.3kW，峰值负荷为 2475.6kW，谷值负荷为

1114.5kW，峰谷差为 1361.0kW，标准差为 483.2。
该类场景整体负荷水平较低，日内波动幅度较小，

说明系统运行相对平缓，通常对应于用能需求较弱

或生产活动较少的运行日。

图 6 典型负荷场景关键特征对比

Fig.6 Comparison of key characteristics of typical load scenarios

平稳负荷型场景与低负荷型相比，该类场景平

均负荷和峰值负荷均有明显提升，且峰谷差扩大，

表明其负荷水平处于中间状态，同时具备一定的日

内波动特征。由于该类场景样本占比较大，说明其

较能代表公共建筑日常运行中的常规负荷模式，可

视为系统运行的基础场景。高负荷型场景在各项指

标上均表现最为突出，不仅整体负荷水平最高，而

且波动最为显著，反映出在高需求运行日，其峰谷

差和标准差明显增大，说明该场景下负荷变化更剧

烈。

图 7 典型负荷场景 24h日内负荷变化曲线

Fig.7 24-hour intraday load variation curves of typical load scenarios
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图 7以小时为横坐标、负荷功率为纵坐标，反

映了低负荷型、平稳负荷型和高负荷型场景在一天

内的负荷变化趋势。可以看出，三类场景不仅在整

体负荷水平上存在差异，而且在峰值出现时段、谷

值分布以及日内波动幅度方面也表现出不同特征。

低负荷型场景全天负荷水平相对较低，曲线变化较

为平缓；平稳负荷型场景负荷水平适中，日内变化

规律较为稳定；高负荷型场景整体负荷水平最高，

峰段负荷抬升更加明显，表明其在高需求时段具有

更强的负荷波动特征。

3.2 不同负荷场景特征分析

本文对低负荷型、平稳负荷型和高负荷型三类

场景进行了特征重要性分析。总体来看，前 1日同

时刻负荷与前 3 小时平均负荷在各类场景中均占

据较高比重，说明商业综合体负荷具有明显的历史

依赖性和短时连续性。

为进一步分析不同输入特征对负荷预测结果

的影响，本文采用基于预测误差扰动的置换特征重

要性方法对各类负荷场景进行特征贡献度分析。该

方法不依赖模型内部结构，适用于深度学习模型的

特征解释。具体而言，首先在测试集上计算模型在

第 c类负荷场景下的基准预测误差 0
cE ；然后保持

其他输入特征不变，仅对第 j个特征在测试样本中

的取值进行随机置换，以破坏该特征与预测目标之

间的对应关系，并重新计算模型预测误差 j
cE 。若

置换某一特征后预测误差增幅越大，则说明该特征

对模型预测结果的影响越显著。

第 j个特征在第 c类负荷场景下的重要性可表

示为：
0

,
j

c j c cI E E  （33）

式中： ,c jI 为第 c类负荷场景下第 j个特征的

重要性得分。为便于不同特征之间进行对比，进一

步对各特征的重要性得分进行归一化处理：

,
,

,
1

100%c j
c j m

c j
j

I
W

I


 

 （34）

式中： ,c jW 为第 c类负荷场景下第 j个特征的

归一化重要性占比；m为输入特征数量。本文分别

在低负荷型、平稳负荷型和高负荷型测试样本上进

行上述计算，并绘制不同负荷场景下的特征重要性

对比结果。

如图 8所示，低负荷型场景中，前 1日同时刻

负荷和工作日/节假日特征的重要性相对较高，表

明该场景除受历史负荷影响外，还与营业安排及节

假日效应密切相关。平稳负荷型场景下，前 1日同

时刻负荷、前 3小时平均负荷和当前时刻特征贡献

较大，说明该场景负荷变化规律性较强，模型更依

赖历史信息和时间周期性进行预测。高负荷型场景

中，温度特征的重要性显著提升，达到 32%，表明

高负荷状态与外部气象条件之间具有更强关联。

不同负荷场景下主导特征存在明显差异：低负

荷型更易受日历因素影响，平稳负荷型主要依赖历

史负荷与时间特征，高负荷型则对温度变化更为敏

感。这说明在短期负荷预测中，有必要充分考虑负

荷场景差异，以提高模型对不同运行状态的适应能

力和预测精度。

图 8 不同负荷场景特征重要性分析

Fig.8 Feature importance analysis of different load scenarios
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3.3 不同负荷场景下的预测精度分析

为验证模型在不同运行工况下的适应性，本文

分别在低负荷型、平稳负荷型和高负荷型三类场景

下，比较了 SVR、LSTM、Transformer及本研究方

法在超前 24 步条件下的预测效果，评价指标为

RMSE、MAE和MAPE。
在低负荷型场景下，负荷波动较为复杂、局部

扰动明显，预测难度相对较大。由图 9可知，本文

方法的预测曲线在多数波动区间内均能较好贴合

真实值，其 RMSE、MAE和MAPE分别为 202.92、
160.68和 8.92%，显著优于 SVR的 335.04、249.62
和 13.17%，LSTM的 266.45、205.81和 11.24%，

以及 Transformer的 237.22、183.47和 10.15%，表

明本文方法在复杂波动场景下具有更强的拟合能

力和误差控制能力。

.
图 9 低负荷型超前 24步预测结果对比图

Fig.9 Comparison of 24-step-ahead load forecasting results under the low-load scenario

在平稳负荷型场景下，由图 10可知，负荷序

列呈现出更强的周期性和规律性，各模型的整体预

测效果均优于低负荷场景。从图中可以看出，本文

方法的预测结果与真实值几乎保持同步，在周期性

峰谷位置处具有更高的一致性。其 RMSE、MAE

和MAPE分别为 148.31、116.72和 5.90%，均为各

对比模型中最低，说明本文方法不仅具有较高的预

测精度，同时在较长预测步长下仍保持了良好的稳

定性。

图 10 平稳负荷型超前 24步预测结果对比图

Fig.10 Comparison of 24-step-ahead load forecasting results under the stable-load scenario

在高负荷型场景下，由图 11可知，负荷峰值

较高且峰谷切换频繁，对模型的峰值捕捉能力和趋

势响应能力提出了更高要求。尽管各模型在高峰时

段均存在一定偏差，但本文方法对整体变化趋势的

跟踪更为准确，尤其在峰值附近的拟合效果更优。

其 RMSE、MAE和MAPE分别为 187.99、148.93
和 6.31%，优于 SVR、LSTM和 Transformer，说明

所提方法在高负荷、大幅波动条件下仍具有较强的
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鲁棒性和多步预测能力。

图 11 高负荷型超前 24步预测结果对比图

Fig.11 Comparison of 24-step-ahead load forecasting results under the high-load scenario

4 结论
本文针对公共建筑短期电力负荷预测中存在

的场景异质性强、多源特征耦合复杂以及长短时依

赖并存等问题，提出了一种基于负荷场景聚类与场

景感知 Transformer的短期负荷预测方法，并以河

北省某大型商业综合体电力负荷数据为对象进行

了实验验证。主要结论如下：

（1）公共建筑负荷具有明显的场景差异性。

通过负荷场景聚类，本文将典型负荷样本划分为低

负荷型、平稳负荷型和高负荷型三类场景，不同场

景在平均负荷、峰值负荷、峰谷差及波动程度等方

面均表现出显著差异，说明基于场景进行建模具有

合理性和必要性。

（2）不同负荷场景下主导特征存在明显区别。

特征重要性分析表明，低负荷型场景更易受历史负

荷和日历因素影响，平稳负荷型场景对历史负荷和

时间特征依赖更强，而高负荷型场景对温度等气象

变量更加敏感。这说明在公共建筑短期负荷预测

中，采用统一静态特征表达难以充分反映不同场景

下特征作用的动态变化。

（3）实验结果进一步表明，融合负荷场景聚

类、场景门控特征构建以及改进 Transformer的预

测框架，能够更有效地刻画公共建筑复杂负荷的变

化规律。与各对比模型相比，本文方法在低负荷型、

平稳负荷型和高负荷型三类场景的超前 24步预测

任务中均表现最优。以综合性能最优的对比模型

Transformer 为基准，本文方法在 3 类场景下的

RMSE、MAE和MAPE平均分别降低约 13.65%、

12.63%和 12.32%，体现出更高的预测精度与更强

的鲁棒性。这说明本文方法在所研究商业综合体制

冷季的三类典型负荷工况下均表现出较好的适应

能力，尤其在多步预测任务中表现出较优的稳定

性。

由于本文实验对象主要为单一商业综合体，数

据样本范围和建筑类型仍具有一定局限性。后续研

究可进一步拓展至办公楼、教学楼、医院等不同类

型公共建筑，并引入更多行为特征、设备运行状态

及多源环境信息，进一步提升模型的泛化能力和工

程应用价值。同时，还可结合迁移学习、联邦学习

及可解释人工智能方法，探索面向多建筑、多区域

和跨场景的公共建筑负荷预测新方法。
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